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Sukcesy zawodowe sztucznej inteligencji (AI), ta-
kie jak zaliczenie egzaminu United States Medi-
cal Licensing Examination (USMLE), od jakiego$
czasu nie robig juz na nikim wrazenial. Nowsze
duze modele jezykowe (LLM) bardzo szybko dogo-
nity najlepszych studentéw medycyny, a osiggane
przez nie wyniki dawalyby im szanse dostania
si¢ na najbardziej oblegane specjalizacje — z wy-
jatkiem interny w Polsce (p. Med. Prakt. Ginekol.
Potoz., 2025; 2: 85-91). Nietrudno sobie wyobra-
zi€ przysztoéé, w ktérej LLM zostanie opakowany
w humanoidalne ,cialo”. Taki robot z dyplomem
lekarskim bedzie mdgt pelnié¢ dowolnie diugi dy-
zur, przeprowadzaé obchdd lekarski i, bez znu-
zenia oraz hektolitréw kawy, zapytaé pacjenta
0 samopoczucie, a takze z szerokim u$miechem
na twarzy odpowiadaé na pytania, ktére styszatl
juz milion razy.

Oczywiscie pewna grupa lekarzy moglaby
w tym miejscu przypomnieé mi wprost, ze pacjent
nie jest od zadawania pytan, tylko od stuchania
lekarza i sumiennego wykonywania zalecer. Nie-
mniej jednak zalézmy, przynajmniej na potrzeby
tego artykulu, ze pacjent moze mieé wyjgtkows
ochote dowiedzieé sie, dlaczego lekarz stawia
okre$long diagnoze i czego moze sie w zwigzku
z nig spodziewaé. Zatem zadajmy sobie pytanie:
czy taka Al potrafi wyjaséni¢ swojg odpowiedz?
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I Kiedys to byto fatwiej

We wczesnych modelach Al ktére opieraly sie
na systemach eksperckich z wykorzystaniem
kodowania pewnych regul na podstawie specja-
listycznej wiedzy i logiki matematycznej albo
na uczeniu maszynowym, Al byla domyélnie
wyjaénialna. Wynikalo to gltéwnie z dwéch po-
wodéw. Po pierwsze, dostepne dane byly zazwy-
czaj ograniczone 1 uzyskiwane przez pracownika
stuzby zdrowia (np. temperatura ciala, ciénienie
tetnicze skurczowe i rozkurczowe), co samo w so-
bie zapewniato swoisty poziom interpretowalnogci,
poniewaz zmierzona wartoéé byla proporcjonalna
do potencjalnych skutkéw dla pacjenta (np. pod-
wyzszona temperatura ciala to stan podgorgcz-
kowy, a jeszcze wyzsza to juz gorgczka lub nawet
hipertermia). Po drugie, stosowane modele Al
byly, méwigc prozaicznie, prymitywne z dzisiejszej
perspektywy, a wiele zaleznosci miedzy danymi
wejéciowymi a odpowiedzig modelu mozna byto po-
ja¢ ,na chlopski rozum”. Jeli na przyklad pacjent
zle sig czuje, to nalezy mu zmierzyé temperature,
a jeéli ta przekracza 38°C, wykonaé kolejng czyn-
noéé itd. Dopdki liczba parametréw, ktérych mo-
del potrzebowal do podjecia decyzji, byta rozsadna
inie przyttaczata uzytkownika, interpretowalnoéé
wydawala sie idealnym sposobem na budowanie
zaufania miedzy uzytkownikiem a AI. Problemy
pojawily sie jednak w momencie, gdy uzytkow-
nik otrzymywat zbyt duzo informacji (informa-
tion overload) o sposobie dzialania modelu — taki
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stan sktanial go nierzadko do nadmiernego ufania
Al, a ostatecznie do podejmowania gorszych de-
cyzji%. Co wiecej, nadmiar szczegétéw prowadzit
niekiedy do paralizu decyzyjnego, czyli sytuacji,
w ktérej uzytkownik zamiast podejmowaé logiczne
decyzje, zmagal sie z przytloczeniem dostepnymi
danymi. Innym problemem byta sktonnosé do bez-
krytycznego polegania na modelach AI, nawet gdy
generowaly one wyniki sprzeczne z intuicjg lub
oczywistymi faktami. Uzytkownicy mogli ignoro-
waé wlasne kompetencje na rzecz ,autorytetu” Al
co moglo prowadzié¢ do btednych decyzji klinicz-
nych lub operacyjnych.

I Czarna skrzynka

Najpopularniejsza obecnie forma Al opiera sie
na glebokich sztucznych sieciach neuronowych,
0 ktérych wspominatem krétko we wprowadzeniu
do niniejszego cyklu (Med. Prakt. Ginekol. Potoz.,
2025; 1: 101-111). W gtebokich sieciach neuro-
nowych cyfrowe neurony, utozone warstwa po war-
stwie, przekazujg sobie informacje o tym, co otrzy-
maly na wejéciu, i przetwarzaja je tak, aby osta-

tecznie podjaé decyzje. Wraz z mnozeniem warstw,
a tym samym glebokoSci (warstwowoéci) sieci
neuronowej, poszerzajg sie mozliwosci tworzenia
bardziej abstrakeyjnych wzorcéw i rozwigzywania
bardziej skomplikowanych zadan. Aby sprostaé
skomplikowanym problemom medycznym, np. do-
konywaé rozréznienia zmian skérnych3, obecne
modele Al sg niezwykle duze — zawierajg nawet
biliony sztucznych neuronéw, tak jak najnowsze
modele ChatGPT-4%. Kazda warstwa wykonuje
operacje matematyczne, co oznacza, ze efekt kon-
cowy jest wynikiem setek tysigcy (lub miliardéw)
operacji. Taka skomplikowana struktura znaczaco
utrudnia przesledzenie konkretnego wplywu poje-
dynczej zmiennej wej$ciowej na koncows decyzje
modelu. Dodatkowo sieci neuronowe (prawie za-
wsze) stosujg nieliniowe funkcje aktywacji neu-
ronéw i podejmowania decyzji, co jeszcze bardziej
komplikuje proces przetwarzania danych. O ile
liniowoé¢é mozna pojaé ,na chlopski rozum”, jak
w przytoczonym powyzej przykladzie zmiany tem-
peratury, to nieliniowo§¢ nie jest juz tak intuicyj-
na. Nieliniowoé¢ nie podgza za przewidywalnymi
wzorcami, do ktérych jeste$my przyzwyczajeni
w codziennym zyciu; zmiana jednej informacji
na wejéciu modelu moze prowadzié do nieprzewi-
dywalnych skokéw lub spadkéw w koricowej de-
cyzji. I jeéli tego byloby jeszcze malo, to modele
Al sg trenowane i pracujg na ogromnych zbiorach
danych, w ktérych moga sie znajdowaé wzorce
catkowicie nieoczywiste lub nawet nieznane czlo-
wiekowi. To wszystko sprawia, ze trudno bezpo-
$rednio powigza¢ dane wejéciowe modelu z jego
odpowiedzig. W konsekwencji w kontekscie Al
opartej na glebokich sieciach neuronowych czesto
uzywa sig terminu czarna skrzynka (black box),
ktéry odzwierciedla §wiadomogé, ze wewnetrzne
procesy decyzyjne sg trudne albo wrecz niemozli-
we do zrozumienia lub wyjaénienia, nawet przez
osobe znajgcg techniczne aspekty AI. Mimo ze
mozna obserwowaé dane wejéciowe i wyjéciowe,
sposob, w jaki model dochodzi do okreélonego wy-
niku, pozostaje nieprzejrzysty. Problem czarnej
skrzynki stanowi istotne wyzwanie w dziedzinie
Al co doprowadzito do powstania nowej galezi
nauki — wyjasnialnej AI (XAI), czasami nazywa-
nej takze Al w szklanym pudetku (glass box AI)S.
Celem XAl jest opracowywanie metod i narzedzi,
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ktére pomagajg lepiej zrozumieé dziatanie modeli
Al, identyfikowaé potencjalne btedy oraz budowaé
wieksze zaufanie do ich decyzji. Niestety nie kazdy
model Al da sie ,zapakowaé w szklane pudetko”,
zeby zobaczy¢, co jest w érodku.

I XAl: Czemu, ach czemu?

Wyjaénialna Al stara sie udzielié uzytkownikom
odpowiedzi na trzy podstawowe pytania: dlacze-
go model podjal okreslong decyzje, jakie czynniki
najsilniej wplynety na wynik oraz jak mozna
poprawié¢ ten wynik poprzez modyfikacje danych
wejéciowych lub parametréw modelu. W wielu
pracach naukowych pojawily sie stwierdzenia, ze
bez XAl modele AT mogg dzialaé w niezamierzony
1 niepozgdany sposdb, prowadzac do stronniczych
(biased), a tym samym nieprawidtowych decyzji®.
Na przyktad gleboka sieé neuronowa, ktéra miata
okreslié¢, czy znamie melanocytowe skéry widocz-
ne na zdjeciach dermatoskopowych jest zloéliwe,
cze$ciej klasyfikowata zmianeg jako zloéliwg, gdy
na obrzezach obrazu byly widoczne znaczniki,
zrobione dobrze widocznym fioletowym tuszem’8.
Wigzalo sie to z faktem, ze w ten wlasnie sposéb
dermatolodzy oznaczali zmiany, ktére juz weze-
$niej uznawali za podejrzane. Sie¢ neuronowa na-
uczyla sie, ze obecnoéé fioletowego tuszu moze byé
sygnatem zlo§liwoéci zmiany, zamiast sie skupié
na ocenie faktycznych cech skérnych. Taka bledna
zalezno§é (spurious correlation), ktérej nauczy? sie
model, wynikala ze specyficznych danych trenin-
gowych, w ktérych zdjecia z pierwszej wizyty (bez
znacznika) oraz z kolejnych wizyt (ze znacznikiem)
zostaly wymieszane i uzyte do trenowania sieci
neuronowej. W konsekwencji model podejmowat
decyzje na podstawie nieprawdziwe] przestanki.
Przyklad ten pokazuje, ze modele, ktérych dzia-
tania nie mozna zinterpretowaé, moga stanowié
zagrozenie dla etyki medycznej, poniewaz mogg
prowadzié do negatywnych konsekwencji zaréwno
dla zdrowia konkretnych pacjentéw, jak i —w przy-
padku wdrozenia takiego narzedzia na wiekszg
skale — dla zdrowia publicznego.

W czasie pandemii COVID-19 wiele zespoléw
naukowych podjeto heroiczne wysitki, aby zbudo-
waé modele AT zdolne do wykrywania COVID-19
na radiogramach. Co wiecej, wielu zespotom udato
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sie je opracowac i opublikowaé wyniki w prestizo-
wych czasopismach, przedstawiajgc imponujgca
skuteczno$é na ograniczonych danych pochodzg-
cych z pojedynczych szpitali. Problem pojawiat
sie¢ jednak, gdy modele te byly stosowane na ob-
razach rentgenowskich z innych szpitali, wéwczas
ich dokladno§é gwattownie spadata. Po doktad-
niejszej analizie okazalo sie, ze przyczyna bylo
tzw. uczenie sie¢ na skréty (shortcut learning).
Zamiast analizowaé rzeczywiste zmiany plucne,
model nauczyl sie wykrywaé réznice w ultozeniu
pacjenta lub rodzajach projekcji radiograficznych.
Na przyktad koncentrowal sig¢ na tym, czy pro-
jekcja jest przednio-tylna (AP) czy tylno-przednia
(PA), i na tej podstawie ocenial, czy pacjent ma
COVID-19°. Trudno w takiej sytuacji zaufaé na-
wet bardzo dokladnemu modelowi, jesli jego decy-
zje opierajg sie na przypadkowych lub nieistotnych
cechach zamiast na faktycznych oznakach choroby.
Tego rodzaju problemy podkreélajg znaczenie wy-
jaénialnoéci w Al i potrzebe stosowania narzedzi
XAI w praktyce kliniczne;.

l Powielacz uprzedzen

Modele Al ktérych decyzje sa trudne do zinterpre-
towania, pociggajg za sobg takze dylematy natury
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etycznej. Kazdy model AI ma tendencje do powie-
lania wzorcow, ktérych sie nauczyt z danych uzy-
tych do jego stworzenia. W zwigzku z tym moze sie

takze nauczy¢ powiela¢ uprzedzenia, ktére znaj-
dowaly sie w takim zbiorze danych. Uprzedzenia
Al (AI bias), nazywane réwniez uprzedzeniami
algorytmicznymi (algorithmic bias), odnosza sie
do systeméw Al ktore generujg stronnicze wyniki,
odzwierciedlajgce i utrwalajgce ludzkie uprzedze-
nia obecne w spoleczefistwie, w tym nieréwnoéci
spoteczne, zaréwno historyczne, jak i wspélczesne.

Uprzedzenia moga wystepowaé na réznych
etapach, nie tylko w danych treningowych, ale
takze w samym algorytmie uczenia sieci neuro-
nowej lub w generowanych przez niego przewidy-
waniach. Przez ostatnie lata w mediach mozna
bylo przeczytaé o wielu eksperymentach, ktére
wykazaly istotne uprzedzenia rasowe, genderowe
1 intersekcjonalne w sposobie, w jaki najnowo-
czesniejsze LLM ocenialy zyciorysy kandydatéw
w procesie rekrutacji pracownik6w!®. Naukowcy
zastosowali rézne imiona kojarzone z bialymi
1 czarnymi mezczyznami oraz kobietami na rze-
czywistych CV i odkryli, ze LLM preferowaty
imiona kojarzone z biatymi osobami w 85% przy-
padkéw, imiona kobiece jedynie w 11% przypad-
kéw, a nigdy nie faworyzowaly imion czarnoské-
rych mezczyzn w poréwnaniu z imionami biatych
mezczyzn. Niestety problem dotyczy takze zasto-
sowan medycznych!l.

W tym kontekécie istnieje wiele mozliwoéci
wprowadzenia niepozgdanych uprzedzen, ktére
mogg by¢ (czasami catkiem nieéwiadomie) zaim-
plementowane w modelach AI. Najczestszym jest
brak reprezentatywnej préby populacji w zbiorze
danych treningowych. Historycznie w badaniach
biomedycznych czesto zaniedbywano réznice bio-
logiczne zwigzane z plcig, a zaréwno badania
podstawowe, jak i kliniczne koncentrowaty sie za-
sadniczo na mezczyznach!2. Jesli ktos wykorzysta
do budowy modelu Al takie historyczne dane, nad-
reprezentujgce mezczyzn, moze stworzyé model,
ktéry bedzie skutecznie wykrywat objawy choréb
u mezezyzn, ale bagatelizowal je u kobiet, wpro-
wadzajgc tym samym niepozadane uprzedzenie.

Niekiedy uprzedzenie moze wystepowaé w calej
populacji jako konsekwencja ukrytych przyczyn
spotecznych, historycznych lub instytucjonalnych.
Przyktad takich uprzedzen znajdujemy w elektro-
nicznych rejestrach sporzadzanych przez lekarzy
pierwszego kontaktu — z ich analizy wynika, ze
czgstos¢ wprowadzania kodéw diagnostycznych
dla nowo rozpoznanych choréb przewlektych za-
lezy od charakterystyki socjodemograficznej pa-
cjent6éw, specyfiki przychodni lekarza rodzinnego
(np. oceny jakosci obstugi w danej placéwcee) oraz
wplywu pandemii COVID-19'3, Gdyby uzyé ta-
kich danych do budowy modelu AI bez odpowied-
niego przygotowania, mogloby sie okazaé, ze nie
identyfikowalby on pewnych choréb, poniewaz
obecnie nie mamy pandemii COVID-19. W takim
przypadku méwimy o powielaczu uprzedzen (bias
amplifier) — sytuacji, w ktérej model Al nie tyl-
ko odzwierciedla istniejgce uprzedzenia obecne
w danych treningowych, ale réwniez je dodatkowo
wzmacnia.

Aby ograniczyé uprzedzenia w modelach Al,
konieczne jest uzycie réznorodnych i reprezenta-
tywnych zbior6w danych, monitorowanie dziatania
modeli oraz stosowanie metod XAI. Swiadomogé
potencjalnych uprzedzen i odpowiednie mechani-
zmy kontroli mogg sie istotnie przystuzyé sprawie-
dliwoéci 1 wiarygodno$ci systeméw opartych na Al

Zasadniczy wplyw na poprawe jakoéci i réwno-
§ci system6w opartych na Al w kontekécie oma-
wianych wczeéniej probleméw z uprzedzeniami
w Al w medycynie moze mieé regulacja European
Health Data Space (EHDS)!, ktérej celem bedzie
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umozliwienie bardzie; sprawiedliwego i réwnego
dostepu do danvch
rozwigzac problemy zwigzane zich niereprezenta-
tywnoscig. ktora prowadzi do uprzedzen w anali-
zach opartych na modelach AL Dzieki tej regulacji
dane zdrowotne wykorzystywane do rozwoju i oce-
ny algorytmow Al (np. w medycynie, diagnostyce
czy systemach wspomagania decyzji klinicznych)
beda bardziej dostepne i zgodne z normami ochro-
ny danych oraz zasadami etycznymi. Umozliwie-
nie szerokiego dostepu do danych zdrowotnych
réznych populacji pozwoli natomiast na bardziej
reprezentatywne trenowanie modeli AI. Docelo-
wo moze to poméc w wyeliminowaniu uprzedzen
zwigzanych z plcig, rasg czy innymi czynnikami
demograficznymi, a tym samym w budowaniu
modeli bardziej precyzyjnych w diagnozowaniu
1 leczeniu oséb z réznych grup spotecznych.

I,,Oszukasz mnie raz - wstyd dla
ciebie”

Z perspektywy medycznej problem wyjasnialno-
§ci mozna réwniez rozwazaé w kontekécie eduka-
cyjnym'®. Jesli model potrafitby wyjaénié sSwWojg
decyzje, korzystajaca z niego osoba moglaby sie
uczyé, 1aczge decyzje z jej uzasadnieniem. Mo-
del GPT-3, ktéry prawie zdal egzamin lekarski
w USA'6, oceniono takze pod wzgledem jakosci
uzasadnienia decyzji. Zaskoczyt on swoim »zacho-
waniem”, poniewaz gdy odpowiadat poprawnie, to
zazwyczaj réwnie poprawnie wyjaéniat swojg od-
powiedz. A gdy odpowiedz na pytanie byta btedna,
jej uzasadnienie analogicznie bylo raczej wyssane
z cyfrowego palca. Wnioski z tej pracy sg jednak
optymistyczne: w LLM drzemie potencjal wspiera-
nia edukacji medycznej, a ostatnie tygodnie poka-
zujg, ze ich mozliwoéci w zakresie wnioskowania
1uzasadniania decyzji wzrastajg —1i dlatego coraz
czgéciej nazywa sie je duzymi modelami wniosko-
wania (large reasoning models)'’.

Istnieje jednak wiele putapek, ktére moga czy-
haé na lekarzy korzystajacych z wyjaénieh gene-
rowanych przez LLM i skutkowaé nadmiernym
poleganiem na ich decyzjach!®. Poprawnogé wyja-
$nienia oraz to, czy jest ono zgodne z poprawnosécig
decyzji podjetej przez model Al sg zasadniczymi
czynnikami decydujgcymi o tym, czy wyjasnie-
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nia sg pomocne czy szkodliwe dla uzytkownikéw.
Kiedy te elementy sg rozbiezne (np. decyzja jest
wlasciwa, ale wyjaénienie zawiera wiele niepo-

prawnych informacji), AT zmniejsza wydajnoséé
czlowieka. Z kolei nieprawidlowa decyzja idgca
W parze z poprawnym wyjasnieniem moze skla-
nia¢ uzytkownikéw do zgodzenia sie z (btedng)
decyzjg AI. Po prostu wyjaénienie brzmi zbyt
przekonujgco... Mozna by powiedzieé, ze jesli AI
oszuka po raz pierwszy, to jej wina, ale jesli zrobi
to po raz drugi, wing mozna przypisaé uzytkow-
nikowi, bo nie nauczyt sie na poprzednim bledzie.

I Jak i dlaczego

W wielu systemach prawnych opieki zdrowotnej
zrozumienie modeli stalo sie obecnie wymogiem
regulacyjnym przed ich wdrozeniem?9-22, Brytyj-
skie Information Commissioner’s Office, czyli or-
gan, ktéry dba o przestrzeganie praw zZwigzanych
z ochrong danych i zapewnia, ze dane osobowe
sg przetwarzane zgodnie z prawem, definiuje
XAI w dwdéch kategoriach23. Obie odnoszg sie
do réznych podejéé w zarzgdzaniu systemami AI
iich interpretowaniu. Pierwsze podejscie skupia
si¢ na wyjaénieniach opartych na procesie, czyli
na dostarczeniu informacji dotyczgcych sposobu,
w jaki system Al zostat zaprojektowany, zbudowa-
ny i wdrozony. W tym podejéciu nalezy przedsta-
wié szczegoly dotyczace algorytméw, decyzji podej-
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ity

mowanych na kazdym etapie tworzenia systemu
oraz zarzgdzania jego funkcjonowaniem. Chodzi
o0 zrozumienie, jak system dziala, jak byly podej-
mowane decyzje dotyczace jego budowy oraz jakie
procesy zastosowano, aby zapewnié odpowiednig
jako$¢ i bezpieczeristwo. W drugim podejéciu wy-
jasnienia oparte sg na wyniku, tzn. koncentrujg
si¢ na tym, co si¢ wydarzylo na skutek dziatania
modelu AI w danej sytuacji. Chodzi o zaprezento-
wanie uzasadnienia podjetej przez system decyzji
w okre$lonej sytuacji. Takie wyjaénienia szczegé-
towo ttumacza, dlaczego system podjat konkretng
decyzje lub wygenerowal dany wynik w danym
przypadku. W skrécie: wyjasnienia oparte na pro-
cesie odpowiadajg na pytanie o to, jak system Al
dziala, a wyjaénienia oparte na wyniku odpowia-
dajg na pytanie, dlaczego Al podjeta okreélong
decyzje.

I Kiedy XAl spotyka pacjenta

Rozwéj narzedzi XAl stanowi zatem zasadniczy
krok w kierunku bardziej przejrzystych i odpowie-
dzialnych systeméw Al, szczegblnie w dziedzinach
wysokiego ryzyka, takich jak medycyna, chociaz
nie brakuje tez krytykdéw tych rozwigzai24.25. Zro-
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nych, ktérzy mieliby korzystaé z narzedzi opiera-
jacych sig na Al, ale takze dla pacjentéw, kt6rzy
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